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IN Todo o desenvolvimento teórico 

apresentado neste livro segue uma 
abordagem no domínio do tempo 
discreto, recorrendo a conceitos e 
ferramentas básicas da teoria de 
controle digital clássico, como  
equações a diferenças e  
transformada Z.
O livro é destinado a estudantes 
de engenharia e áreas afins que já 
possuem conhecimentos em teoria 
de controle em tempo contínuo 
e discreto aplicados a sistemas 
multivariáveis, além de noções 
básicas de controle preditivo. Ele é 
voltado tanto para estudantes de 
graduação (nas fases finais do curso) 
como para alunos de pós-graduação 
(mestrado e doutorado).

Este livro, o Volume 2 de um 
conjunto de dois volumes, apresenta 
aos estudantes de engenharia e áreas afins 
tópicos avançados de controle preditivo, com 
aplicações em sistemas multivariáveis e não lineares. 
Além disso, aborda algoritmos de otimização para a 
implementação dos controladores.

O controle preditivo é uma das metodologias de controle mais utilizadas na 
indústria de processos, sendo, depois do PID, a estratégia mais difundida e 
que proporciona maior satisfação aos usuários. Assim, esta obra adota uma 
abordagem teórico-prática, com enfoque  no desenvolvimento de teorias 
avançadas de controle preditivo e aborda aspectos de implementação, com 
estudos de caso extraídos do ambiente industrial e baseados em situações reais.
O livro explora tanto controladores preditivos lineares como alguns algoritmos não 
lineares, todos voltados para sistemas multivariáveis. Também são apresentados 
algoritmos de otimização, que permitem obter a ação de controle ótima com 
os diferentes algoritmos estudados. A obra é acompanhada por códigos dos 
controladores abordados, disponibilizados na web.
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CAPÍTULO 1

Introdução

Este livro é o Volume 2 da obra que tem como objetivo principal apresentar aos
estudantes de engenharia e de áreas afins os fundamentos do controle preditivo baseado
em modelo (MPC, do inglês Model Predictive Control), também denominado controle
preditivo. O MPC é uma das metodologias de controle mais usadas na indústria de
processos e vem ganhando diversas contribuições teóricas ano após ano.

Seguindo a mesma linha do Volume 1, aqui a abordagem também é teórico-prática,
apresentando o desenvolvimento da teoria clássica do MPC, aspectos de implementação
dos algoritmos de controle e estudos de caso, alguns deles retirados do ambiente indus-
trial, como do setor de energia solar e da indústria de petróleo e gás. Neste volume, são
apresentadas as versões multivariáveis (MIMO, do inglês Multi-Input Multi-Output) dos
controladores DMC (do inglês Dynamic Matrix Control) e GPC (do inglês Generalized
Predictive Control) estudados no Volume 1, além de outras estratégias de MPC linear e
não linear. Ainda, analisamos aspectos relacionados com o controle MPC de processos
com atraso e apresentamos os principais algoritmos de otimização utilizados no con-
texto de MPC.

Dando continuidade ao apresentado no Volume 1, aqui o desenvolvimento teórico
apresentado segue, também, uma abordagem no domínio do tempo discreto, recorrendo
a conceitos e ferramentas básicas da teoria de controle digital clássico, como equações a
diferenças e transformada Z, e a ferramentas de sistemas multivariáveis, como descrições
em variáveis de estado e matriz de transferência. O livro é orientado a estudantes
que possuem conhecimentos básicos de teoria de controle em tempo contínuo e em
tempo discreto. Além disso, para o bom acompanhamento do conteúdo deste volume, é
necessário que os leitores conheçam a teoria de controle MPC SISO e os controladores
GPC e DMC na sua versão monovariável, seja por meio do estudo do conteúdo do
Volume 1 desta obra ou de outro material bibliográfico. Assim, este Volume 2 é mais
orientado a disciplinas de mestrado e de doutorado, mas também pode ser usado em
cursos de graduação, nas fases finais.

Os próximos capítulos estão organizados da seguinte maneira:

• No Capítulo 2, revisamos os principais conceitos de MPC para o caso monovariável
e a notação empregada. Aqueles que já tenham lido o Volume 1 desta obra não
encontrarão novidades no capítulo, porém encorajamos sua leitura caso o leitor
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tenha adquirido conhecimentos de MPC de outras fontes, como forma de evitar
confusão com a notação empregada, que pode ser diferente de outros livros sobre
o tema.

• No Capítulo 3, é apresentada a generalização dos algoritmos DMC e GPC do caso
SISO para o caso MIMO, mas o estudo é iniciado discutindo aspectos particulares
do tratamento de sistemas com múltiplas entradas e saídas, que são válidos para
todo tipo de sistema de controle MIMO.

• O Capítulo 4 é dedicado ao SSMPC (do inglês State-Space Model Predictive Con-
trol), que, assim como o DMC e o GPC, também é uma abordagem muito usada,
principalmente no estudo de problemas mais teóricos de MPC. O SSMPC é apre-
sentado diretamente para o caso MIMO, sendo os sistemas SISO tratados como
um caso particular. Isso se justifica pelas próprias caraterísticas da representação
de sistemas em variáveis de estado, que, de forma unificada, trata tanto sistemas
SISO quanto MIMO.

• No Capítulo 5, é apresentado um panorama geral sobre o MPC não linear (NMPC,
do inglês Nonlinear Model Predictive Control) e como implementar algoritmos que
sejam passíveis de uso na prática industrial, na qual muitos processos apresentam
dinâmicas não lineares. O capítulo trata, inicialmente, do caso SISO e depois
generaliza os resultados para o caso MIMO.

• No Capítulo 6, é apresentado o problema de controle preditivo de processos com
atraso. A estrutura do MPC é analisada de forma a entender como a compensação
do atraso dentro da estrutura do controlador é realizada. Assim, traçando um pa-
ralelo com as estruturas de compensadores de tempo morto (DTC, do inglês Dead-
Time Compensators), analisamos diversos aspectos relacionados com a robustez
do MPC e a rejeição de perturbações. Finalmente, estudamos uma forma de modi-
ficar o preditor para conseguir controladores preditivos lineares e não lineares
mais robustos e mais simples de ajustar quando controlam processos com atraso.

• Por fim, no Capítulo 7, são tratados aspectos relacionados com os algoritmos de
otimização e metodologias para poder implementar o MPC em sistemas rápidos,
que precisam de períodos de amostragem muito pequenos.

Para fins de revisão dos conteúdos apresentados, no final de cada capítulo, são
propostos exercícios e atividades de simulação. Ainda, nos apêndices, são apresentados
uma ferramenta de simulação gratuitas, definições importantes de otimização convexa
e um resumo dos algoritmos MPC discutidos no livro. Os códigos dos exemplos são
disponibilizados para download na página web do livro.1

1https://danielml.paginas.ufsc.br/livro-mpc/

https://danielml.paginas.ufsc.br/livro-mpc/
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CAPÍTULO 2

Revisitando o MPC SISO

Como já comentado, na apresentação do conteúdo deste livro consideramos que o
leitor conhece a teoria de controle preditivo SISO, mas, para facilitar o entendimento,
neste capítulo revisamos as principais ideias do MPC SISO apresentadas no Volume 1,
assim como definimos alguns aspectos de notação, de forma tal que o leitor que conhece
o assunto possa prosseguir com a análise dos próximos capítulos sem necessidade de
recorrer constantemente àquele volume. Ainda, para motivar o estudo dos próximos
capítulos, também apresentamos um exemplo simulado do uso do controle GPC MIMO,
que mostra o potencial do MPC.

2.1 MPC SISO – IDEIAS BÁSICAS E NOTAÇÃO

No caso SISO, consideramos um processo com saída ou variável controlada 𝑦, variável
de controle ou manipulada 𝑢 e perturbação mensurável 𝑞. O MPC SISO estudado no
Volume 1 utiliza um modelo matemático linear e em tempo discreto, que aproxima o
comportamento do processo, de forma tal que se pode escrever 𝑦(𝑘) como função de 𝑢(𝑘)
e 𝑞(𝑘). Usando esse modelo, o MPC calcula as predições da saída do processo em uma
janela de tempo futura (denominada horizonte de predição) e, usando um otimizador,
encontra as ações de controle futuras (no horizonte de controle) que minimizam uma
determinada função custo, considerando as restrições de operação do processo (por
exemplo, valores máximos e mínimos das variáveis envolvidas).

O MPC é uma estratégia de controle que utiliza realimentação, dado que o modelo
utiliza os valores passados das variáveis controladas para calcular as predições, que,
por sua vez, são usadas para encontrar a ação de controle. Dessa forma, a ação de
controle depende da saída medida. Por outro lado, o MPC pode ter também uma ação
antecipativa, ou de pré-alimentação, caso utilize informações das perturbações medidas
ou tenha conhecimento das referências futuras que a variável controlada deve seguir.

De forma geral, o MPC calcula a ação de controle a ser aplicada no instante atual,
𝑘 , a partir da predição do comportamento da planta, baseado em um modelo dinâmico
dela, em um horizonte finito 𝑁 . São computados 𝑁𝑢 sinais de controle futuros por meio
da otimização de uma função custo que representa algum critério de comportamento do
sistema e condições de operação da planta. Apenas a primeira ação de controle é aplicada
no sistema e o MPC recalcula uma nova sequência de controle a cada novo instante
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de amostragem (horizonte deslizante), uma vez que novas informações da planta são
adquiridas.

O MPC não é uma estratégia de controle específica, mas uma filosofia de controle que
contempla uma família de estratégias ou técnicas de controle que têm alguns elementos
em comum (CAMACHO; BORDONS, 2004):

• modelo de predição;

• função custo (ou função objetivo);

• procedimento para a obtenção da lei de controle, com base em um algoritmo de
otimização.

O que diferencia cada tipo de técnica é basicamente como as perturbações são
consideradas, o modelo utilizado na predição e a função custo, como visto no Volume 1
para o DMC e o GPC. Vamos, aqui, apenas revisar as ideias principais.

O DMC SISO utiliza um modelo de resposta ao degrau do processo:

𝑦(𝑘) =
∞∑︁
𝑖=1

𝑔𝑖Δ𝑢(𝑘 − 𝑖), (2.1)

onde Δ𝑢 é o incremento de controle, e 𝑔𝑖 representa cada um dos coeficientes da resposta
ao degrau que relaciona a variável manipulada com a saída. O modelo utilizado para
as predições considera os efeitos de perturbações não medidas, 𝜂, com a suposição de
que elas são constantes no horizonte: 𝜂(𝑘 + 𝑗 | 𝑘) = 𝜂(𝑘 | 𝑘) para todo 𝑗 . Assim, as
predições podem ser escritas, para um elemento 𝑗 no horizonte, como:

𝑦(𝑘 + 𝑗 | 𝑘) =
∞∑︁
𝑖=1

𝑔𝑖Δ𝑢(𝑘 + 𝑗 − 𝑖) + 𝜂(𝑘 | 𝑘),

onde 𝑦
(
𝑘 + 𝑗 | 𝑘

)
é uma predição da saída em um tempo futuro 𝑘 + 𝑗 , dadas as informa-

ções em 𝑘 , e 𝜂(𝑘 | 𝑘) = 𝑦(𝑘) − 𝑦𝑜 (𝑘 | 𝑘), sendo 𝑦𝑜 a estimação da saída do sistema sem
correção, obtida a partir de (2.1).
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Já o GPC SISO utiliza um modelo de função de transferência para representar as
relações entre a saída do processo, a variável manipulada 𝑢 e as perturbações não
medidas 𝑛:

𝑦(𝑘) = 𝐵(𝑧−1)𝑧−𝑑
𝐴(𝑧−1) 𝑢(𝑘 − 1) + 𝐶 (𝑧

−1)
𝐴(𝑧−1) 𝑛(𝑘),

com 𝐴, 𝐵 e 𝐶 polinômios no operador atraso 𝑧−1 e 𝑑 o atraso do processo. As perturba-
ções são modeladas por:

𝑛(𝑘) = 1

1 − 𝑧−1 𝑒(𝑘),

com 𝑒(𝑘) um ruído branco de média nula. Assim, para um elemento 𝑗 no horizonte, as
predições são calculadas usando:

𝑦(𝑘 + 𝑗 | 𝑘) = 𝐵(𝑧−1)𝑧−𝑑
𝐴(𝑧−1) 𝑢(𝑘 + 𝑗 − 1) + 𝐶 (𝑧−1)

(1 − 𝑧−1)𝐴(𝑧−1) 𝑒(𝑘 + 𝑗),

que pode ser escrita como:

𝐴(𝑧−1)𝑦(𝑘 + 𝑗 | 𝑘) = 𝐵(𝑧−1)𝑧−𝑑Δ𝑢(𝑘 + 𝑗 − 1) + 𝐶 (𝑧−1)𝑒(𝑘 + 𝑗),

com 𝐴(𝑧−1) = 𝐴(𝑧−1) (1 − 𝑧−1) e Δ𝑢(𝑘) = (1 − 𝑧−1)𝑢(𝑘). Este modelo é chamado de
CARIMA (do inglês Controlled Autoregressive Integrated Moving Average).

A função custo para o caso SISO (apresentada no Volume 1 e usada tanto no DMC
quanto no GPC) é dada por:

𝐽 =

𝑁2∑︁
𝑗=𝑁1

𝛿
(
𝑗
) [
𝑦
(
𝑘 + 𝑗 | 𝑘

)
− 𝑟

(
𝑘 + 𝑗

) ]2 + 𝑁𝑢−1∑︁
𝑗=0

𝜆
(
𝑗
) [
Δ𝑢

(
𝑘 + 𝑗

) ]2
, (2.2)

onde 𝑟 (𝑘 + 𝑗) é a referência em 𝑘 + 𝑗 , Δ𝑢(𝑘 + 𝑗) é o incremento de controle em
𝑘 + 𝑗 , 𝛿( 𝑗) e 𝜆( 𝑗) ponderam o comportamento futuro do erro e do esforço de controle,
respectivamente, 𝑁1 e 𝑁2 definem uma janela de horizonte de predição, sendo que
𝑁 = 𝑁2 − 𝑁1 + 1, e 𝑁𝑢 é o horizonte de controle.

A função custo descrita em (2.2) busca, por um lado, que a saída do processo siga
uma dada referência e, por outro lado, ajustar o esforço de controle necessário. Note
que o compromisso entre esses dois pontos é ajustado utilizando 𝛿( 𝑗) e 𝜆( 𝑗). Nessa
função custo, 𝑁1 e 𝑁2 são usados para definir em que janela de tempo desejamos
considerar os erros de seguimento de referência em 𝐽, e 𝑁𝑢 define quantos incrementos
de controle futuros são considerados para o cálculo da ação de controle a cada instante
de amostragem. Altos valores de 𝑁𝑢 permitem mais flexibilidade para definir os sinais
de controle, mas aumentam a complexidade computacional.
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A função custo pode ser colocada de forma vetorial, definindo os vetores de incre-
mentos de controles futuros Δu ∈ R𝑁𝑢 , de referências futuras r ∈ R𝑁 , e de predições
futuras ŷ ∈ R𝑁 :

𝐽 = [r − ŷ]𝑇 Q𝑒 [r − ŷ] + Δu𝑇Q𝑢Δu, (2.3)

com

r =


𝑟 (𝑘 + 𝑁1)

𝑟 (𝑘 + 𝑁1 + 1)
...

𝑟 (𝑘 + 𝑁2)


, ŷ =


𝑦(𝑘 + 𝑁1 | 𝑘)

𝑦(𝑘 + 𝑁1 + 1 | 𝑘)
...

𝑦(𝑘 + 𝑁2 | 𝑘)


, Δu =


Δ𝑢(𝑘)

Δ𝑢(𝑘 + 1)
...

Δ𝑢(𝑘 + 𝑁𝑢 − 1)


,

Q𝑒 = diag(𝛿(1), 𝛿(2), . . . , 𝛿(𝑁)) e Q𝑢 = diag(𝜆(0), 𝜆(1), . . . , 𝜆(𝑁𝑢−1)), sendo diag(·)
uma função que retorna uma matriz diagonal composta pelos elementos passados como
argumento. Se as ponderações são constantes no horizonte, 𝛿( 𝑗) = 𝛿 e 𝜆( 𝑗) = 𝜆, temos:

Q𝑒 = 𝛿I𝑁 , Q𝑢 = 𝜆I𝑁𝑢
,

sendo I𝑁 e I𝑁𝑢
matrizes identidade de dimensão 𝑁 e 𝑁𝑢, respectivamente.

Para expressar 𝐽 apenas em função das variáveis de decisão, que são os incrementos
futuros da ação de controle,2 tanto o DMC como o GPC usam o conceito de resposta
livre e resposta forçada, que foi apresentado no Volume 1 e que é resumido na sequência.

Para o DMC, usando o modelo de predição, os valores das predições nos instantes 𝑗
da janela de predição podem ser escritos em função dos incrementos de controle futuros
e passados. Se separarmos essas duas partes, podemos escrever o vetor de predições da
saída do processo ŷ como:

ŷ = GΔu + f , (2.4)

sendo G a matriz dinâmica, ou de resposta ao degrau do sistema, e f a resposta livre,
que expressa a dependência de ŷ com os controles passados. Como visto no Volume 1,
a resposta livre é obtida mantendo o sinal de controle futuro constante, ou seja, todos
os incrementos futuros são nulos e, assim, Δu = 0𝑁𝑢

e ŷ = f , sendo 0𝑁𝑢
um vetor nulo

de dimensão 𝑁𝑢. Já se considerarmos o sistema com uma condição de equilíbrio inicial
𝑦0 com os controles passados constantes, f = 𝑦01𝑁 , com 1𝑁 um vetor de dimensão
𝑁 cujos elementos são todos 1, obtemos ŷ = GΔu + 𝑦01𝑁 , que mostra a dependência

2Note que consideramos o incremento de controle atual, Δ𝑢(𝑘), como um valor futuro, pois ele não está
disponível para o controlador tomar sua decisão no instante atual, 𝑘 . Por outro lado, a medição atual
da saída, 𝑦(𝑘), é considerada como valor passado, pois o controlador já tem informação sobre ela no
instante atual, visto que a medição é feita antes do cálculo da sequência de controle ótima.
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das predições apenas com as variações de controle que executaremos no futuro, pois o
termo 𝑦01𝑁 é constante. Como o sistema é linear, a mesma análise pode ser realizada
em torno da origem.

Para o GPC, usando o modelo CARIMA recursivamente, podemos calcular os valores
das predições nos instantes 𝑗 da janela de predição em função dos controles futuros e e
dos valores passados da saída e do controle. Assim, da mesma forma que no DMC, é
possível separar as predições nas partes correspondentes à resposta forçada e à resposta
livre, que têm a mesma interpretação que no DMC.

Então, usando (2.4) para substituir ŷ na expressão de 𝐽 dada por (2.3), podemos
transformar a função custo em uma expressão dependente apenas dos incrementos de
controle futuros e de informações conhecidas (da referência e dos valores passados das
variáveis). Então, o objetivo do controle preditivo SISO é resolver, a cada amostra, um
processo de otimização da função custo do tipo:

min
Δu

𝐽

s.a. RΔu ≤ r (2.5)

CΔu = c,

onde RΔu ≤ r e CΔu = c representam as restrições de desigualdade e igualdade,
respectivamente, colocadas em função do vetor de incrementos de controle futuros, Δu,
que tem dimensão 𝑁𝑢. As matrizes C e R e os vetores r e c são calculados em função do
modelo e dos limites e demais condições impostos para as diferentes variáveis. Essas
restrições podem ser de todo tipo e sobre todas as variáveis do problema, mas, em geral,
podem ser colocadas em função da variável de decisão do problema, que é o vetor de
incrementos de controle futuros, usando (2.4) para substituir ŷ em todas as restrições
que se apliquem à saída futura do processo.

O problema de controle (2.6) definido no MPC, que é um problema de otimização,
tipicamente deve ser resolvido a cada instante de amostragem. Há casos em que o
problema de otimização tem solução analítica, mas, em geral, ele precisa ser resolvido
com métodos numéricos. A solução encontrada para o problema de otimização depende
do estado atual da planta, do modelo de predição e dos parâmetros de ajuste do MPC
(ponderações e horizontes).

2.2 UM EXEMPLO MOTIVADOR

Para motivar os leitores e mostrar o potencial da estratégia de controle MPC no
caso MIMO, vamos considerar aqui um estudo de caso de um processo multivariável
relativamente complexo que deve operar dentro de determinadas especificações. Trata-
se do controle do fracionador de óleo pesado da Shell, um sistema muito conhecido na
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literatura e utilizado para estudar diferentes estratégias de controle para colunas de
destilação, inclusive de MPC (CAMACHO; BORDONS, 2004). Este exemplo ilustra o
problema de controle de um processo MIMO com atrasos diferentes nas variáveis de
saída 𝑦 sujeito a restrições de operação.

PC

LCT

FC

A

LC

A

FC

T

T

T

T

F T
LC

Extração
de topo

Extração
lateral

Extração
de baseAlimentação

Refluxo
inferior

Refluxo
intermediário

Refluxo
superior

Figura 2.1 Esquema do fracionador de óleo pesado.

O processo mostrado na Figura 2.1 é uma versão simplificada do fracionador de óleo
pesado da Shell e possui três variáveis que devem ser controladas: as composições dos
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produtos superior (ou de topo, 𝑦1) e lateral (𝑦2), que são medidas por analisadores, e a
temperatura no fundo (ou base) da torre (𝑦3). As variáveis manipuladas são a vazão de
extração superior (ou de topo, 𝑢1), a vazão de extração lateral (𝑢2) e a vazão de refluxo
inferior (𝑢3). Neste processo, a alimentação fornece todos os requisitos de calor para a
coluna, não necessitando de adição de energia externa. A dinâmica do processo pode ser
descrita pelo seguinte modelo, que representa as variações das variáveis manipuladas e
controladas nas vizinhanças do ponto de operação:



𝑌1(𝑠)

𝑌2(𝑠)

𝑌3(𝑠)


=



4,05𝑒−27𝑠

1 + 50𝑠
1,77𝑒−28𝑠

1 + 60𝑠
5,88𝑒−27𝑠

1 + 50𝑠

5,39𝑒−18𝑠

1 + 50𝑠
5,72𝑒−14𝑠

1 + 60𝑠
6,9𝑒−15𝑠

1 + 40𝑠

4,38𝑒−20𝑠

1 + 33𝑠
4,42𝑒−22𝑠

1 + 44𝑠
7,2

1 + 19𝑠





𝑈1(𝑠)

𝑈2(𝑠)

𝑈3(𝑠)


,

com tempos em minutos. O modelo de tempo discreto obtido com uma amostragem de
4min é dado por:

0,08(𝑧−1 + 2,88𝑧−2)
1 − 0,923𝑧−1

𝑧−6
0,114𝑧−1

1 − 0,936𝑧−1
𝑧−7

0,116(𝑧−1 + 2,883𝑧−2)
1 − 0,923𝑧−1

𝑧−6

0,211(𝑧−1 + 0,96𝑧−2)
1 − 0,923𝑧−1

𝑧−4
0,187(𝑧−1 + 0,967𝑧−2)

1 − 0,936𝑧−1
𝑧−3

0,17(𝑧−1 + 2,854𝑧−2)
1 − 0,905𝑧−1

𝑧−3

0,5𝑧−1

1 − 0,886𝑧−1
𝑧−5

0,196𝑧−1 + 0,955𝑧−2

1 − 0,913𝑧−1
𝑧−5

1,367𝑧−1

1 − 0,81𝑧−1


.

As entradas e saídas foram omitidas na representação anterior para que ela coubesse na
página, porém elas seguem a mesma ordem empregada para o caso de tempo contínuo.

Um GPC MIMO foi projetado para esse sistema usando horizontes de predição da
ordem da maior constante de tempo do modelo e considerando o primeiro elemento do
horizonte depois do atraso. Observe que esta escolha parece intuitivamente adequada,
pois, como o sinal de controle que vamos calcular somente afeta a saída depois do atraso,
não faz sentido considerar na função custo as predições das saídas antes do atraso. Assim,
escolhemos 𝑁1 = 6 e 𝑁2 = 15 para a primeira saída, 𝑁1 = 3 e 𝑁2 = 15 para a segunda
saída, e 𝑁1 = 1 e 𝑁2 = 5 para a terceira saída (observe que consideramos o menor atraso
de cada saída). O horizonte de controle foi ajustado com 𝑁𝑢 = 5 para todas as variáveis
manipuladas. Assumiremos que o controlador tem conhecimento das referências futuras.

Vamos considerar que, inicialmente, não temos restrições nas variáveis e que todas
as saídas têm a mesma importância. Assim, as ponderações de todas as variáveis
manipuladas são fixadas em 𝜆 = 2 e as das controladas em 𝛿 = 1. O resultado de aplicar
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este MPC no processo, para mudanças tipo degrau nas referências das três variáveis
controladas, é mostrado na Figura 2.2. As figuras mostradas são do simulador interativo
usado para estudo do controle GPC MIMO, descrito no Apêndice A.

O sistema parte do ponto de operação, considerado zero na simulação, pois são mos-
tradas as variações das variáveis do processo em torno do ponto de operação. Como
podemos observar, o sistema apresenta uma resposta com pouco acoplamento e transi-
tórios sem grandes oscilações para a mudança de referência dada em tempo zero para
todas as variáveis controladas. As ações de controle também têm um comportamento
suave e o sistema de controle permite que as referências (mostradas em linhas trace-
jadas) sejam alcançadas em regime permanente. Na metade da simulação, muda-se a
referência para a variável 𝑦1 e pode ser observado que, como o controle conhece a refe-
rência futura, o MPC executa a mudança de referência antecipadamente, para conseguir
um valor da função custo menor. O acoplamento entre as variáveis mostra que 𝑦2 e 𝑦3
se alteram durante o transitório, mas voltam ao ponto de operação.

Figura 2.2 Respostas do fracionador de óleo pesado para o caso sem restrições.

Para mostrar o potencial do MPC, uma segunda simulação inclui restrições nas
variáveis controladas. Vamos supor que não se deseja que a variável 𝑦1 se afaste mais do
que 0,7 do ponto de operação, mas que o operador mantém as mudanças de referência
da simulação anterior (a referência para 𝑦1 se mantém em 1). Na Figura 2.3, é mostrado
o resultado dessa simulação. Observe que o MPC não permite que a variável 𝑦1 viole a
restrição imposta quando a mudança de referência é aplicada e tenta manter, durante
o tempo correspondente, a variável na restrição imposta, garantindo, assim, o correto
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funcionamento do processo. Como podemos concluir deste estudo de caso, o MPC é
extremamente flexível e permite atender diversas especificações. Estudaremos com mais
detalhes estes aspectos nos próximos capítulos.

Figura 2.3 Respostas do fracionador de óleo pesado para o caso com restrições.

2.3 COMENTÁRIOS FINAIS

Neste capítulo, apresentamos as principais ideias e notação usada no MPC SISO, que
foram desenvolvidas com detalhe no Volume 1, e que servirão de base para a apresentação
do MPC MIMO e não linear dos próximos capítulos. Também apresentamos um exemplo
para motivar o estudo do MPC MIMO, mostrando a potencialidade da técnica.
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2.4 EXERCÍCIO PROPOSTO

1. Utilizando a ferramenta de simulação para GPC MIMO apresentada no
Apêndice, escolha o processo 3 × 3 da ferramenta. Ajuste um GPC sem
restrições de forma intuitiva usando a análise do efeito dos parâmetros
de sintonia apresentados neste capítulo. Mude os parâmetros e observe
o efeito nas respostas. Inclua restrições no problema e analise os resulta-
dos, considerando restrições apenas em uma das variáveis manipuladas.
Mude a restrição para considerar apenas cada uma das outras variáveis
manipuladas e, finalmente, considere restrições em todas elas de forma
simultânea. Observe a flexibilidade no ajuste do sistema de controle
que o MPC proporciona.
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CAPÍTULO 3

DMC e GPC multivariáveis

Na prática, é comum que se necessite controlar simultaneamente mais de uma
variável de um dado processo, utilizando, para isso, mais de uma variável manipulada.
Se cada variável manipulada apenas afeta uma controlada, então o projeto do controle
pode ser realizado usando vários controladores monovariáveis independentes. Porém,
as variáveis desses processos usualmente estão acopladas, ou seja, a variação de uma
variável manipulada pode causar efeitos em mais de uma controlada, simultaneamente.
Nesse caso, o uso de vários controladores independentes pode não ser adequado e,
tipicamente, faz mais sentido considerar o processo como um sistema multivariável, que
tem múltiplas variáveis manipuladas e múltiplas controladas sendo consideradas como
um conjunto, e não como a união de vários sistemas monovariáveis.

Os controladores monovariáveis, como os PIDs, que têm muito sucesso no controle
de sistemas monovariáveis (controle local), em geral, têm dificuldades para lidar com essa
interação de forma adequada. Por isso, existem técnicas para melhorar o desempenho
dos PIDs no caso multivariável, como o uso de desacopladores, mas a complexidade
do projeto do sistema de controle aumenta consideravelmente quando o sistema é de
dimensão elevada. Além disso, nem sempre é possível desacoplar completamente a
resposta de um processo multivariável e, em muitos casos, desacopladores introduzem
ganhos elevados em altas frequências, que acabam levando a outros problemas do
ponto de vista prático, como a amplificação de ruídos. Nesses casos, técnicas avançadas,
como a de controle preditivo, permitem, em geral, obter melhores resultados que os
obtidos com controladores PID, dado que, além de serem capazes de tratar o problema
multivariável diretamente, podem incluir diversos objetivos e restrições no problema.
Cabe aqui lembrar que o MPC teve sua origem no controle de plantas multivariáveis no
setor industrial petroquímico (CUTLER; RAMAKER, 1980; RICHALET et al., 1976).

Outro aspecto importante que deve ser destacado dos sistemas multivariáveis é
que, dependendo das características do processo, nem sempre é possível que o sistema
alcance um ponto de operação arbitrariamente definido pelo usuário. Nos sistemas de
controle monovariáveis estudados no Volume 1, mostramos que, sob estabilidade em
malha fechada e com um controle que possui ação integral, é possível levar a saída do
sistema para uma referência desejada constante com erro zero contanto que a ação de
controle necessária para isso esteja dentro da faixa de atuação do atuador. No caso de
sistemas multivariáveis, para que essa propriedade seja verdadeira, precisamos adicionar
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uma condição extra: ter graus de liberdade suficientes no controle para chegar nas
referências desejadas. Por exemplo, se considerarmos um sistema linear estável de duas
saídas e uma entrada, que tem modelo estático dado por:[

𝑦1
𝑦2

]
=

[
𝐾𝑒1
𝐾𝑒2

]
𝑢,

não é possível encontrar um valor de 𝑢 capaz de levar 𝑦1 a uma referência 𝑟1 e 𝑦2 a uma
referência 𝑟2 simultaneamente, a menos que 𝑟1/𝑟2 = 𝐾𝑒1/𝐾𝑒2. De forma geral, para um
sistema multivariável estável com modelo estático:

y = K𝑒u,

uma dada referência vetorial r somente será alcançável se existe um controle u tal que
r = K𝑒u. Assim, principalmente no caso de plantas com menor número de variáveis
manipuladas que controladas, a referência passada ao controlador tem que ser factível
quando se deseja erro de seguimento nulo. Uma outra alternativa é que o objetivo
de controle seja buscar o ponto de equilíbrio mais próximo da referência escolhida.
Veja que em alguns problemas pode ser requerido, por exemplo, que uma ou mais
variáveis atinjam uma referência enquanto outras apenas sejam mantidas em faixas
preestabelecidas de segurança.

Considerando a discussão apresentada, as técnicas de controle preditivo são capazes
de lidar muito facilmente com sistemas multivariáveis, pois: (i) os conceitos utilizados na
formulação do controle não dependem da dimensão do processo; (ii) podem utilizar o mo-
delo completo do processo explicitamente, assim, as interações entre as variáveis ficam
refletidas nas predições; (iii) podem ser usadas com as mais diversas funções objetivo, o
que dá muita flexibilidade ao controlador para, inclusive, considerar problemas como o
de chegar a um ponto de operação próximo de uma referência não factível; e (iv) em
termos de sintonia, a influência dos parâmetros de ajuste do controlador na resposta do
sistema é similar àquela observada no caso monovariável, apesar de que a quantidade de
parâmetros para ajustar cresce linearmente com a quantidade de entradas e de saídas.

Neste capítulo, serão apresentadas as versões multivariáveis dos algoritmos DMC e
GPC. Como as diferenças entre essas formulações para uma dada função custo são as
mesmas que no caso monovariável, isto é, são dadas pela forma como se calcula a resposta
livre do sistema, iniciamos a apresentação deste capítulo mostrando como obter a lei de
controle no caso multivariável para depois analisar cada uma das particularidades dos
algoritmos no que se refere ao cálculo das predições e da resposta livre. Posteriormente,
no Capítulo 4, estudaremos a formulação do MPC para modelos dados por equações de
estado, tratando os casos monovariável e multivariável no mesmo capítulo.
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Antes de iniciar com aspectos mais formais, vamos introduzir um exemplo de um
sistema multivariável simples, para ilustrar a relação entre as entradas e as saídas do
processo e como as predições podem ser calculadas.

Exemplo 3.1

Considere um sistema de controle de vazão e de temperatura de água em
uma tubulação de um processo industrial. A água com temperatura controlada
é obtida pela mistura de duas vazões de água com temperaturas diferentes, uma
quente e outra fria. Duas bombas são usadas, uma para a linha de água quente e
outra para a linha de água fria, e a mistura é realizada por uma conexão tipo Y.
Transdutores de temperatura e de vazão são adequadamente instalados na seção
final da tubulação, onde a água será usada. Nesse sistema, pode-se atuar no sinal de
controle das duas bombas. Logicamente, nesse processo, a temperatura e a vazão
são duas variáveis acopladas fisicamente, dado que uma variação em qualquer um
dos atuadores trará uma variação de temperatura e de vazão na água entregue ao
próximo processo. Assim, esse processo pode ser considerado multivariável. Um
modelo simplificado desse processo, funcionando nas vizinhanças de um ponto de
operação, foi construído usando equações diferenciais, obtendo:

20
𝑑𝑇 (𝑡)
𝑑𝑡
+ 𝑇 (𝑡) = 5𝑢𝑞 (𝑡) − 3𝑢 𝑓 (𝑡),

5
𝑑𝑉 (𝑡)
𝑑𝑡
+𝑉 (𝑡) = 1,5𝑢𝑞 (𝑡) + 𝑢 𝑓 (𝑡),

considerando 𝑢𝑞 e 𝑢 𝑓 , respectivamente, os sinais de controle das bombas de água
quente e fria, e 𝑇 (𝑡) e 𝑉 (𝑡), respectivamente, a temperatura e a vazão da água no
ponto de medição. Os tempos no modelo estão em segundos.

Um modelo em tempo discreto desse processo, obtido usando um sustentador
de ordem zero e um tempo de amostragem de 1 s, é dado por:

𝑇 (𝑘) = 0,95𝑇 (𝑘 − 1) + 0,25𝑢𝑞 (𝑘 − 1) − 0,15𝑢 𝑓 (𝑘 − 1),

𝑉 (𝑘) = 0,82𝑉 (𝑘 − 1) + 0,27𝑢𝑞 (𝑘 − 1) + 0,18𝑢 𝑓 (𝑘 − 1).

A partir desse modelo, podemos inferir que os valores futuros de temperatura e
de vazão serão afetados pelos valores passados dessas variáveis e pelos valores
passados e futuros das variáveis manipuladas. Um modelo de resposta livre e
forçada poderia ser obtido de forma simples como no estudo dos controladores
preditivos monovariáveis apresentados no Volume 1 e discutidos no Capítulo 2
apenas usando o princípio de superposição. Por exemplo, as respostas forçadas de
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𝑇 e 𝑉 poderiam ser obtidas para a variável manipulada 𝑢 𝑓 considerando 𝑢𝑞 = 0 e
depois para 𝑢𝑞 considerando 𝑢 𝑓 = 0. Para cada saída, os resultados podem, então,
ser somados com a resposta livre do sistema, obtida com todos os controles futuros
nulos. Finalmente, podemos organizar os resultados obtidos de forma vetorial
para ter uma visão da forma multivariável de calcular as predições da saída desse
processo.

Vamos supor que escolhemos um horizonte de predição de 3 amostras para 𝑇 ,
de 2 amostras para𝑉 e um horizonte de controle de 2 amostras para 𝑢𝑞 e 𝑢 𝑓 . Assim,
usando os conceitos vistos no caso monovariável para as predições de temperatura,
𝑇 , podemos calcular:

𝑇 (𝑘 + 1 | 𝑘)
𝑇 (𝑘 + 2 | 𝑘)
𝑇 (𝑘 + 3 | 𝑘)

 =


0,250 0
0,490 0,250
0,715 0,490


[

Δ𝑢𝑞 (𝑘)
Δ𝑢𝑞 (𝑘 + 1)

]

+

−0,150 0
−0,294 −0,150
−0,429 −0,294


[

Δ𝑢 𝑓 (𝑘)
Δ𝑢 𝑓 (𝑘 + 1)

]
+


𝑓𝑇 (𝑘 + 1)
𝑓𝑇 (𝑘 + 2)
𝑓𝑇 (𝑘 + 3)

 ,
sendo 𝑓𝑇 os valores da resposta livre de temperatura.

Já para as predições de vazão, 𝑉 :[
𝑉 (𝑘 + 1 | 𝑘)
𝑉 (𝑘 + 2 | 𝑘)

]
=

[
0,270 0
0,409 0,270

] [
Δ𝑢𝑞 (𝑘)

Δ𝑢𝑞 (𝑘 + 1)

]
+

[
0,180 0
0,327 0,180

] [
Δ𝑢 𝑓 (𝑘)

Δ𝑢 𝑓 (𝑘 + 1)

]
+

[
𝑓𝑉 (𝑘 + 1)
𝑓𝑉 (𝑘 + 2)

]
,

sendo 𝑓𝑉 os valores da resposta livre de vazão.
Podemos, agora, agrupar as predições em um vetor ŷ, os incrementos de controle

em um segundo vetor Δu e as respostas livres em um terceiro vetor f , definidos
como:

ŷ =



𝑇 (𝑘 + 1 | 𝑘)
𝑇 (𝑘 + 2 | 𝑘)
𝑇 (𝑘 + 3 | 𝑘)
𝑉 (𝑘 + 1 | 𝑘)
𝑉 (𝑘 + 2 | 𝑘)


, Δu =


Δ𝑢𝑞 (𝑘)

Δ𝑢𝑞 (𝑘 + 1)
Δ𝑢 𝑓 (𝑘)

Δ𝑢 𝑓 (𝑘 + 1)


, f =



𝑓𝑇 (𝑘 + 1)
𝑓𝑇 (𝑘 + 2)
𝑓𝑇 (𝑘 + 3)
𝑓𝑉 (𝑘 + 1)
𝑓𝑉 (𝑘 + 2)


.
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Finalmente, é possível escrever:

ŷ =



0,250 0 −0,150 0
0,490 0,250 −0,294 −0,150
0,715 0,490 −0,429 −0,294
0,270 0 0,180 0
0,409 0,270 0,327 0,180


Δu + f .

Assim, observamos que a forma de escrever as predições do sistema segue a mesma
lógica do caso monovariável.

Como ilustramos no exemplo anterior (Exemplo 3.1), conceitualmente, a forma de
escrever as predições de um modelo linear usando:

ŷ = GΔu + f (3.1)

não é afetada pelo fato de o sistema ser mono ou multivariável. Nessa equação, se
considerarmos um sistema multivariável, ŷ representará o vetor de predições de todas
as saídas do processo organizadas de forma sequencial, da primeira até a última saída,
e Δu o vetor dos incrementos de controle futuros de todas as variáveis manipuladas,
também organizadas de forma sequencial, da primeira até a última variável manipulada.
Observe que quando os incrementos de controle futuros são nulos, então ŷ = f , como
acontece no caso monovariável. Além disso, se considerarmos todo o passado nulo, as
predições apenas dependem dos incrementos de controle futuros. Assim, é esperado
que a obtenção do sinal de controle a partir da minimização da função custo seja feita
de forma semelhante ao que ocorre no caso monovariável.

Na sequência deste capítulo, vamos considerar processos multivariáveis com 𝑚

entradas de controle (ou variáveis manipuladas) e 𝑛 saídas (ou variáveis controladas).
Assim, poderemos tratar tanto processos quadrados, com 𝑚 = 𝑛, ou retangulares, com
𝑚 ≠ 𝑛. No caso de considerar as perturbações medidas no modelo, isto é, para o uso da
ação antecipativa do MPC, consideraremos um número de perturbações medidas 𝑚𝑞 .
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3.1 OBTENÇÃO DA LEI DE CONTROLE

A função custo clássica do caso multivariável é muito similar àquela utilizada no
caso monovariável, mostrada no Capítulo 2 em (2.2). O que muda é o fato de que agora
são levados em conta os erros futuros preditos de todas as 𝑛 saídas e também o esforço
de controle de todas as 𝑚 entradas:

𝐽 =

𝑛∑︁
𝑙=1

𝑁2,𝑙∑︁
𝑖=𝑁1,𝑙

𝛿𝑙 (𝑖)
(
𝑟𝑙 (𝑘 + 𝑖) − 𝑦𝑙 (𝑘 + 𝑖 | 𝑘)

)2 + 𝑚∑︁
𝑝=1

𝑁𝑢,𝑝−1∑︁
𝑖=0

𝜆𝑝 (𝑖)Δ𝑢𝑝 (𝑘 + 𝑖)2, (3.2)

onde 𝑟𝑙 , 𝑁1,𝑙 , 𝑁2,𝑙 e 𝛿𝑙 (𝑖) são a referência, o horizonte inicial de predição, o horizonte fi-
nal de predição e as ponderações da saída 𝑙, respectivamente, e 𝑁𝑢,𝑝 e 𝜆𝑝 (𝑖) são, respec-
tivamente, o horizonte de controle e as ponderações do esforço de controle da entrada
𝑝. Assim como no caso monovariável, usualmente utilizam-se ponderações constan-
tes ao longo do horizonte, ou seja, 𝛿𝑙 (𝑖) = 𝛿𝑙 e 𝜆𝑝 (𝑖) = 𝜆𝑝,∀𝑖. No caso monovariável,
é comum fixar uma das ponderações com valor unitário (tipicamente 𝛿 = 1) e ajustar
apenas a outra. No caso multivariável, note que ainda é possível fixar uma das pondera-
ções como sendo unitária, porém, isso não pode ser feito para todos os pesos do erro de
seguimento de referência, pois é justamente por meio de diferentes ponderações que é
possível priorizar o seguimento de referência de uma saída em detrimento das outras.
Assim, no caso multivariável, além da priorização entre seguimento rápido de referên-
cia e suavidade no sinal de controle, que já ocorre no caso monovariável, é importante
definir a importância relativa entre as saídas e entre cada uma das saídas e cada um dos
esforços de controle. Note que o número de parâmetros de sintonia do controlador no
caso multivariável cresce consideravelmente, visto que cada saída e cada entrada tem
seu conjunto de horizontes e ponderações, cuja alteração modificará o controlador re-
sultante e, por consequência, a resposta de malha fechada. Vamos ilustrar esse ponto
com um exemplo de escolha de parâmetros de ajuste de um MPC no caso multivariável.

Exemplo 3.2

Considere o sistema de controle de uma coluna de destilação multi-produto, na
qual se deseja controlar a temperatura de extração de quatro produtos diferentes.
Nessa coluna, o erro de seguimento de temperatura em cada uma das extrações de
produto é inversamente proporcional à qualidade do produto extraído. Assim, man-
ter o erro abaixo de um dado valor implica manter a qualidade do produto acima de
uma certa especificação. Ainda, considere que os produtos 1 e 3 têm valor comercial
muito maior que os produtos 2 e 4. Por outro lado, as dinâmicas das temperaturas
associadas aos produtos 1 e 2 são mais lentas que as das temperaturas associadas
aos produtos 3 e 4 e ainda possuem um atraso de transporte de 5 amostras. Final-
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mente, entre as variáveis manipuladas do processo Δ𝑢𝑝 , 𝑝 = 1 . . . 4 (consideramos
aqui um processo quadrado), Δ𝑢1 é a que tem maior impacto econômico, por se tra-
tar da regulagem da alimentação de combustível na base da coluna. Suponha, ainda,
que todas as temperaturas estão normalizadas para a mesma faixa de variação de
0% a 100% e que todas as variáveis manipuladas estão também entre 0% e 100%.

Nesse problema simples, de dimensão 4 × 4, precisamos ajustar 20 parâmetros,
sendo 12 referentes aos horizontes e 8 a ponderações. Como discutido anterior-
mente, até seria possível fixar uma das ponderações a um valor unitário, mas ainda
restariam 7 ponderações para serem ajustadas, além dos parâmetros referentes aos
horizontes. Seguindo as indicações práticas de escolha de parâmetros já discutidas
no caso SISO, os horizontes das variáveis controladas 1 e 3 serão escolhidos como
𝑁1,1 = 𝑁1,3 = 5 + 1 = 6 por causa do atraso (não faz sentido colocar na função
custo um termo que não depende dos sinais de controle a serem calculados) e com
𝑁2,1 e 𝑁2,3 compatíveis com a dinâmica lenta dessas variáveis (usamos uma janela
que capture o regime transitório das variáveis). Como as variáveis 2 e 4 não têm
atraso, utilizamos 𝑁1,2 = 𝑁1,4 = 1 e 𝑁2,2 e 𝑁2,4 menores que os das outras variá-
veis controladas, dado que são mais rápidas que aquelas. Os horizontes de controle
podem ser escolhidos inicialmente como um terço da janela média de predição das
controladas e depois um ajuste fino pode ser feito.

Com as considerações sobre a importância das variáveis para o processo, o
ajuste do controlador multivariável deve considerar 𝛿1 e 𝛿3 com valores maiores
que 𝛿2 e 𝛿4, para refletir a importância dos produtos 1 e 3 com relação aos produtos
2 e 4. Para considerar corretamente o peso na função custo, é interessante também
considerar um ajuste que leve em conta o tamanho do horizonte de predição.

Com relação às variáveis manipuladas, as ponderações de controle usarão 𝜆1
muito maior que 𝜆𝑖 , 𝑖 = 2 . . . 4 para tentar minimizar o consumo de combustível,
que é a variável que mais impacta o custo de operação. Novamente aqui, caso os ho-
rizontes de controle sejam diferentes para cada variável manipulada, podemos cal-
cular os pesos para levar em consideração o efeito na função custo a ser minimizada.

E, por fim, vale ressaltar que o valor relativo entre as ponderações da saída
e do esforço de controle também influencia o resultado final. Se, por exemplo,
as ponderações das saídas forem muito maiores do que as dos incrementos de
controle, a resposta tende a ser mais agressiva, um comportamento idêntico ao
caso monovariável (veja, por exemplo, os casos simulados na ferramenta interativa
do Capítulo 2 do Volume 1).

No exemplo anterior – Exemplo 3.2, consideramos um caso simples no qual todas
as variáveis controladas e manipuladas estavam no mesmo intervalo de operação. Isso
nem sempre acontece na prática. Por exemplo, uma temperatura pode ter uma faixa
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de variação com valores entre 100 ◦C e 200 ◦C e uma concentração entre 1 gmol−1

e 2 gmol−1. Neste caso, o erro de temperatura terá valores da ordem de 100 vezes
maior que o erro de concentração. Por exemplo, um erro de 1% de temperatura será,
em valores absolutos, 100 vezes maior que um erro de 1% na concentração. Dessa
forma, o peso na função custo do erro na concentração será muito menor que o do erro
na temperatura, quando, na prática, podem, por exemplo, ter a mesma importância
para o processo. Esta situação pode ser corrigida utilizando um modelo de processo
com variáveis normalizadas, no qual, por exemplo, cada variável seja dividida pelo seu
valor máximo, ficando normalizada a um valor máximo de 1. Se todas as variáveis
controladas e manipuladas têm o mesmo horizonte, esta modificação resolve o problema.
Entretanto, se os horizontes de predição são diferentes, então também precisamos ajustar
as ponderações colocando um fator inversamente proporcional a cada horizonte em
cada termo.

De forma geral, se uma variável controlada 𝑦𝑙 tem valor máximo 𝑦𝑙,max e horizonte
de predição 𝑁𝑙 = 𝑁2,𝑙 − 𝑁1,𝑙 + 1, podemos escolher uma normalização do peso 𝛿𝑙 como:

𝛿𝑙 = 𝛿𝑙𝑛
1

(𝑦𝑙,max)2𝑁𝑙
,

com 𝛿𝑙𝑛 sendo o peso normalizado a ser usado na sintonia e 𝛿𝑙 o peso a ser efetivamente
aplicado na função custo.

Da mesma forma, se uma variável manipulada Δ𝑢𝑝 tem valor máximo dado por
Δ𝑢𝑝,max e horizonte de controle 𝑁𝑢, podemos escolher uma normalização do peso 𝜆𝑝
como:

𝜆𝑝 = 𝜆𝑝𝑛
1

(Δ𝑢𝑝,max)2𝑁𝑢
,

com 𝜆𝑝𝑛 sendo o peso normalizado a ser usado na sintonia e 𝜆𝑝 o peso a ser efetivamente
aplicado. Vejamos um exemplo desse ajuste.

Exemplo 3.3

Considere um processo com duas variáveis controladas, 𝑦1 e 𝑦2, e duas variáveis
manipuladas, 𝑢1 e 𝑢2. A variável 𝑦1 tem horizonte de 20 amostras e valores no
intervalo [0; 100], 𝑦2 tem horizonte de 10 amostras e valores no intervalo [0; 10],
Δ𝑢1 tem horizonte de 5 amostras e valores no intervalo [−1; +1] e Δ𝑢2 tem
horizonte de 3 amostras e valores no intervalo [−5; +5]. Se quisermos que uma
variação em qualquer uma das variáveis tenha o mesmo peso na função custo,
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precisamos trabalhar com pesos normalizados pelo máximo de cada variável ao
quadrado e pelo horizonte, como:

𝛿1 = 𝛿1𝑛
1

1002
1

20
= 𝛿1𝑛

1

2 · 105 ,

𝛿2 = 𝛿2𝑛
1

102
1

10
= 𝛿2𝑛

1

103
,

𝜆1 = 𝜆1𝑛
1

12
1

5
= 𝜆1𝑛

1

5
,

𝜆2 = 𝜆2𝑛
1

52
1

3
= 𝜆2𝑛

1

75
.

Assim, se os pesos normalizados, 𝛿𝑖𝑛 e 𝜆𝑖𝑛, com 𝑖 = 1, 2, forem todos iguais e
aplicarmos os pesos resultantes, 𝛿𝑖 e 𝜆𝑖 , com 𝑖 = 1, 2, na função custo, todas as
variáveis terão contribuições iguais na função custo. Da mesma forma, quando um
peso normalizado for, por exemplo, o dobro do outro, o termo correspondente ao
primeiro peso estará contribuindo duas vezes mais que o segundo termo na função
custo.

É importante atentar ao fato de que essa análise deve servir como ponto de
partida para a análise, mas ela deve ser aprofundada em cada caso específico. Por
exemplo, se o nível de um tanque pode ir de 0% a 100%, porém em uma dada
aplicação ele será operado sempre abaixo de 20% da capacidade nominal, o valor
de 20% deve ser considerado. O mesmo vale para as variáveis manipuladas. Além
disso, se o horizonte de predição for muito longo, é natural que as predições atinjam
regime permanente, então, se o valor de regime das predições for próximo da
referência, o fato de aumentar o horizonte de predição não irá contribuir para
aumentar a parcela do erro de predição na função custo.

Esses exemplos mostram como, apesar de intuitiva, a definição dos horizontes e dos
pesos pode ser um problema complexo em sistemas com grandes dimensões. Além disso,
no Exemplo 3.3 ilustramos que a normalização das variáveis e pesos pode simplificar o
problema. Vamos, agora, desenvolver a forma da função custo multivariável em notação
matricial, assim como foi feito para o caso monovariável no Volume 1, e mostrado no
em (2.3) no anterior.
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É possível escrever a função custo na forma matricial assumindo que o vetor de
predições futuras é organizado da forma padrão apresentada em (3.1). Nesse caso, a
função custo pode ser escrita como:

𝐽 = [r − ŷ]𝑇 Q𝑒 [r − ŷ] + Δu𝑇Q𝑢Δu, (3.3)

com

r =


r1
r2
...

r𝑛


, r𝑙 =


𝑟𝑙 (𝑘 + 𝑁1,𝑙)

𝑟𝑙 (𝑘 + 𝑁1,𝑙 + 1)
...

𝑟𝑙 (𝑘 + 𝑁2,𝑙)


, ŷ =


ŷ1
ŷ2
...

ŷ𝑛


,

ŷ𝑙 =


𝑦𝑙 (𝑘 + 𝑁1,𝑙 | 𝑘)

𝑦𝑙 (𝑘 + 𝑁1,𝑙 + 1 | 𝑘)
...

𝑦𝑙 (𝑘 + 𝑁2,𝑙 | 𝑘)


, Δu =


Δu1
Δu2
...

Δu𝑚


, Δu𝑝 =


Δ𝑢𝑝 (𝑘)

Δ𝑢𝑝 (𝑘 + 1)
...

Δ𝑢𝑝 (𝑘 + 𝑁𝑢,𝑝 − 1)


,

Q𝑒 =


𝛿1I𝑁2,1−𝑁1,1+1 0 · · · 0

0 𝛿2I𝑁2,2−𝑁1,2+1 · · · 0
...

...
. . .

...

0 0 · · · 𝛿𝑛I𝑁2,𝑛−𝑁1,𝑛+1


,

Q𝑢 =


𝜆1I𝑁𝑢,1 0 · · · 0

0 𝜆2I𝑁𝑢,2 · · · 0
...

...
. . .

...

0 0 · · · 𝜆𝑚I𝑁𝑢,𝑚


.

Nessa formulação, os vetores de predição de cada uma das saídas são empilhados no
vetor ŷ, que tem dimensão

∑𝑛
𝑙=1(𝑁2,𝑙 − 𝑁1,𝑙 + 1), e os incrementos de controle são

empilhados no vetor Δu, que tem dimensão
∑𝑚
𝑝=1 𝑁𝑢,𝑝 .

A função custo 𝐽 no caso multivariável, em sua forma matricial, é quase idêntica
àquela obtida no caso monovariável, apresentada em (2.3). As alterações se dão apenas
nas definições das matrizes e dos vetores. Note que, na formulação apresentada, foram
empregadas ponderações constantes ao longo dos horizontes para cada variável, como
forma de simplificar a notação das matrizes Q𝑒 e Q𝑢, porém, é possível empregar valores
diferentes para cada posição do horizonte, definindo matrizes diagonais com essas
ponderações no lugar da ponderação constante multiplicada pela matriz identidade. Na
definição das matrizes de ponderação, a notação 0 é usada para designar matrizes com
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todos os elementos nulos, de dimensão apropriada, como forma de não complicar a
notação.

Como o formato final da função custo é semelhante ao já apresentado no caso
monovariável, é possível reescrever a função custo no formato padrão de programação
quadrática (QP, do inglês Quadratic Programming):

𝐽 =
1

2
Δu𝑇H𝑞𝑝Δu + f𝑇𝑞𝑝Δu𝑇 + 𝑐𝑞𝑝, (3.4)

com
H𝑞𝑝 = 2

(
G𝑇Q𝑒G +Q𝑢

)
f𝑞𝑝 = −2G𝑇Q𝑒 [r − f ]
𝑐𝑞𝑝 = [r − f ]𝑇 Q𝑒 [r − f ] .

Para chegar em (3.4), basta substituir a expressão de ŷ = GΔu + f na função custo e ma-
nipular o resultado3. Da mesma forma que ocorre com a função custo e as predições,
para as restrições seguimos o mesmo procedimento do caso monovariável, considerando
cada restrição associada a cada variável manipulada e transformando-a em uma expres-
são vetorial. Finalmente, a equação que representa todas as restrições de desigualdade
do problema pode ser colocada como:

RΔu ≤ r.

Vamos ilustrar a montagem das matrizes R e r para o caso estudado no Exemplo 3.3
por meio de um novo exemplo.

Exemplo 3.4

Considere o mesmo caso do Exemplo 3.3, um processo multivariável 2 × 2,
considerando que as ações de controle estão restritas ao intervalo [0; 10] e os
incrementos das ações de controle estão restritos ao intervalo [−1; +1]. Como os
horizontes de controle são 𝑁𝑢,1 = 5 e 𝑁𝑢,2 = 3, teremos:

0 ≤ 𝑢1(𝑘 + 𝑗) ≤ 10, −1 ≤ Δ𝑢1(𝑘 + 𝑗) ≤ 1 𝑗 = 1, ..., 5,

0 ≤ 𝑢2(𝑘 + 𝑗) ≤ 10, −1 ≤ Δ𝑢2(𝑘 + 𝑗) ≤ 1 𝑗 = 1, ..., 3.

3Os detalhes desta manipulação são apresentados no Capítulo 3 do Volume 1.
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O vetor de incremento de ações de controle a ser usado pelo otimizador é:

Δu = [Δ𝑢1(𝑘) Δ𝑢1(𝑘 + 1) ... Δ𝑢1(𝑘 + 4) Δ𝑢2(𝑘) Δ𝑢2(𝑘 + 1) Δ𝑢2(𝑘 + 2)]𝑇 ,

que tem dimensão 8×1. Assim, vamos escrever as restrições em função desse vetor.
Para as restrições no incremento, podemos escrever:

−18 ≤ Δu ≤ 18,

ou
I8Δu ≤ 18,

−I8Δu ≤ 18.

Para as restrições no sinal de controle, lembre-se de que podemos reescrever o
sinal de controle futuro em função dos incrementos de controle futuros:

𝑢𝑝 (𝑘 + 𝑗) = 𝑢𝑝 (𝑘 − 1) +
𝑗∑︁
𝑖=0

Δ𝑢𝑝 (𝑘 + 𝑖),

e, matricialmente,
u𝑝 = 1𝑁𝑢,𝑝

𝑢𝑝 (𝑘 − 1) + T𝑁𝑢,𝑝
Δu𝑝,

sendo T𝑁𝑢,𝑝
uma matriz quadrada triangular inferior com elementos não nulos

todos iguais a um de dimensão 𝑁𝑢,𝑝 . Assim, para este caso particular,

u1 = T5Δu1 + 15𝑢1(𝑘 − 1),
u2 = T3Δu2 + 13𝑢2(𝑘 − 1).

Então, as restrições no sinal de controle podem ser representadas por

05 ≤ T5Δu1 + 15𝑢1(𝑘 − 1) ≤ 10 · 15

03 ≤ T3Δu2 + 13𝑢2(𝑘 − 1) ≤ 10 · 15
ou

T5Δu1 ≤ 10 · 15 − 15𝑢1(𝑘 − 1) = 15(10 − 𝑢1(𝑘 − 1))

T3Δu2 ≤ 10 · 13 − 13𝑢2(𝑘 − 1) = 13(10 − 𝑢2(𝑘 − 1))

−T5Δu1 ≤ 15𝑢1(𝑘 − 1)

−T3Δu2 ≤ 13𝑢2(𝑘 − 1)
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Agrupando todas as restrições, temos como colocar as inequações na forma
RΔu ≤ r: 

I5 0
0 I3
−I5 0
0 −I3
T5 0
0 T3

−T5 0
0 −T3



[
Δu1
Δu2

]
≤



15
13
15
13

15(10 − 𝑢1(𝑘 − 1))
13(10 − 𝑢2(𝑘 − 1))

15𝑢1(𝑘 − 1)
13𝑢2(𝑘 − 1)


,

obtendo a matriz R e o vetor r usados no otimizador.

A minimização da função custo (3.2) considerando as restrições, como explicado no
caso monovariável no Volume 1, nos dá o vetor de incrementos futuros a serem aplicados
no processo a cada instante de amostragem, que no caso sem restrições se reduz a

Δu = K [r − f ] , (3.5)

com
K =

(
G𝑇Q𝑒G +Q𝑢

)−1
G𝑇Q𝑒 .

Note que Δu define um vetor de incrementos futuros de controle, porém, apenas
os Δ𝑢𝑝 (𝑘) com 𝑝 = 1 . . . 𝑚 são aplicados ao processo no instante 𝑘 , pois Δu deve
ser recalculado a cada instante de amostragem, seguindo o princípio de horizonte
deslizante. Assim, é necessário obter apenas o valor de Δ𝑢𝑝 (𝑘) ótimo, dado pelo vetor
de incrementos de controle para o instante atual, definido como:

Δu𝑎 =


Δ𝑢1(𝑘)
Δ𝑢2(𝑘)

...

Δ𝑢𝑚(𝑘)


, (3.6)

com elementos iguais aos primeiros elementos de cada um dos subvetores do vetor Δu.
No caso irrestrito, é possível obter uma matriz simplificada K1 obtida a partir das 𝑚
linhas de K associadas ao cálculo de Δ𝑢𝑝 (𝑘), ∀ 𝑝. Por fim, as ações de controle a serem
aplicadas no processo são:

𝑢𝑝 (𝑘) = 𝑢𝑝 (𝑘 − 1) + Δ𝑢𝑝 (𝑘), ∀𝑝 = 1 . . . 𝑚. (3.7)
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Agora que temos a forma da lei de controle estabelecida para o caso multivariável,
podemos retomar a análise do funcionamento do sistema em malha fechada para o
caso de referências constantes. Assim como no caso monovariável, por ter incluído
um modelo de controle incremental e um modelo de perturbação degrau nas predições,
sabemos que, assumindo a estabilidade de malha fechada, a resposta livre converge
para a saída do processo e o sistema terá um incremento de controle Δu = 0 em regime
permanente, o que significa que K(r − f ) = 0, sendo 0 um vetor de zeros de dimensão
apropriada. Mas essa igualdade não garante que, em regime permanente, os valores de
cada uma das respostas livres f𝑙,𝑠𝑠 alcancem a correspondente referência r𝑙 , dado que a
condição imposta em regime permanente é:

K(r − f𝑠𝑠) =
𝑛∑︁
𝑙=1

K𝑙 (r𝑙 − f𝑙.𝑠𝑠) =
𝑛∑︁
𝑙=1

K𝑙e𝑙.𝑠𝑠 = 0, (3.8)

na qual o vetor de ganho foi escrito como K = [K1 K2 . . . K𝑛] e f𝑠𝑠 é o vetor de
resposta livre no regime permanente. Observe que (3.8) pode ser satisfeita com valores
de erro estático e𝑙,𝑠𝑠 não nulos, basta encontrar uma combinação linear de erros que
satisfaça a equação.

Uma forma mais direta de visualizar este problema é analisar a característica estática
do sistema, assumindo um processo estável de ganho estático K𝑒. Temos que y = K𝑒u e
desejamos que y = r, então,

r = K𝑒u.

Podemos interpretar essa equação como um sistema linear de equações em que a in-
cógnita é o vetor de controle u. Se o sistema for quadrado, 𝑛 = 𝑚, então temos um
número de equações iguais ao número de incógnitas e, se o posto de K𝑒 for completo
(todas as linhas, ou colunas, são linearmente independentes), há uma única solução, que
é u = K−1𝑒 r. Se há um número de entradas maior do que saídas, 𝑚 > 𝑛, então há um
número de equações menor do que o de incógnitas. Assim, se o posto de K𝑒 for igual
a 𝑛, há um número infinito de combinações de u que satisfaz a equação. Em malha fe-
chada, o ponto a ser escolhido vai depender da sintonia do controlador, das restrições
e do estado atual do sistema. Porém, se o número de saídas é maior que o número de
variáveis manipuladas, 𝑛 > 𝑚, o número de equações é maior do que o número de in-
cógnitas. Assim, mesmo se o posto de K𝑒 for igual a 𝑚, não há solução que satisfaça
todas as equações simultaneamente. Dessa forma, o controlador convergirá a um ponto
em que Δu = K(r − f𝑠𝑠) = 0, mesmo que os erros de rastreamento individuais não se-
jam nulos, e esse ponto dependerá da sintonia utilizada e do estado atual do sistema
(por conta das restrições). O próximo exemplo ilustra esse caso.
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Exemplo 3.5

Considere um processo com duas saídas e uma entrada, com horizonte de
predição 2 para as duas saídas e horizonte de controle 1, 𝛿1 = 𝛿2 = 1 e 𝜆 = 0. Assim,
o MPC tem liberdade total para escolher a ação de controle e os dois erros têm o
mesmo peso na função custo. Considere, ainda, que o ganho estático de 𝑢 para
𝑦1 é 2 e o ganho estático de 𝑢 para 𝑦2 é 3. O controle sem restrições em regime
permanente neste caso pode ser colocado como:

Δu𝑠𝑠 =
[
K1 K2

] [
e1,𝑠𝑠
e2,𝑠𝑠

]
= 0,

ou:
[𝐾11 𝐾12 𝐾21 𝐾22]

[
𝑒1,𝑠𝑠 𝑒1,𝑠𝑠 𝑒2,𝑠𝑠 𝑒2,𝑠𝑠

]𝑇
=

(𝐾11 + 𝐾12)𝑒1,𝑠𝑠 + (𝐾21 + 𝐾22)𝑒2,𝑠𝑠 = 0.

Assim, qualquer par de erros que satisfaça a igualdade anterior pode ser uma
solução do problema. Se a referência escolhida for 𝑟1 = 1 e 𝑟2 = 1, sabemos que
não existe um valor de 𝑢 que leve as duas saídas para a referência, pois 𝑟1/𝑟2 = 1
é diferente de 𝐾𝑒1/𝐾𝑒2 = 2/3. O MPC vai encontrar, em regime permanente, o
valor de 𝑢 tal que obtenha o mínimo de 𝐽, porém a igualdade dos ganhos estáticos
sempre será obedecida, dado que é uma característica do sistema.

Neste problema simples, podemos calcular a solução de forma analítica se
aceitarmos que o sistema é estável em malha fechada para o ajuste proposto. Veja
que, em regime permanente, todas as variáveis estarão em valores constantes, então
o incremento de controle será nulo e a função custo proposta será:

𝐽 = 2(𝑟1 − 𝑦1,𝑠𝑠)2 + 2(𝑟2 − 𝑦2,𝑠𝑠)2,

sendo 𝑦1,𝑠𝑠 e 𝑦2,𝑠𝑠 os valores de estado estacionário das saídas, que verificam
𝑦1,𝑠𝑠 = 2𝑢𝑠𝑠 e 𝑦2,𝑠𝑠 = 3𝑢𝑠𝑠 , com 𝑢𝑠𝑠 sendo o valor de equilíbrio do controle. Note
que os valores 2 que aparecem antes de cada termo em 𝐽 vêm dos somatórios dos
erros tomados ao longo dos horizontes de predição de duas amostras. Como os
pesos são unitários e em regime permanente ambos os elementos do somatório
são iguais, cada termo quadrático aparece duas vezes em 𝐽.

Substituindo os valores das referências e saídas em 𝐽 temos:

𝐽 = 2(1 − 2𝑢𝑠𝑠)2 + 2(1 − 3𝑢𝑠𝑠)2 = 2(2 − 10𝑢𝑠𝑠 + 13𝑢2𝑠𝑠).

O mínimo de 𝐽 é obtido com 𝑢𝑠𝑠 = 5/13, valor esse que levará a saída 1 ao valor
𝑦1,𝑠𝑠 = 10/13 e a saída 2 ao valor 𝑦2,𝑠𝑠 = 15/13. Note que os erros em regime
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permanente são similares em módulo (com valor 3/13) e de diferente sinal. Isso
ocorre porque os pesos e os horizontes de ambas as saídas são iguais na função custo.

Observe que, como o MPC encontrará sempre aquela combinação que minimize
𝐽 e respeite o modelo estático do sistema, o resultado vai depender do ajuste de
parâmetros do controlador. Se os pesos das saídas forem alterados para 𝛿1 = 1 e
𝛿2 = 2, obtemos:

𝐽 = 2(1 − 2𝑢𝑠𝑠)2 + 4(1 − 3𝑢𝑠𝑠)2 = 2(3 − 16𝑢𝑠𝑠 + 22𝑢2𝑠𝑠),

e o mínimo de 𝐽 é obtido com 𝑢𝑠𝑠 = 4/11, que leva a saída 1 ao valor 𝑦1,𝑠𝑠 = 8/11
e a saída 2 ao valor 𝑦2,𝑠𝑠 = 12/11, melhorando o erro da segunda saída, de maior
peso, em detrimento do erro da primeira saída, de menor peso.

Do ponto de vista da formulação do MPC, o modelo do processo sempre pode ser
visto como uma restrição de igualdade que deve ser cumprida pelas entradas e saídas do
sistema, fazendo com que o problema de otimização sempre chegue a uma solução que
satisfaça as condições de operação do processo.

Finalmente, outro ponto deve ser destacado. Apesar de a solução do problema de
otimização neste caso ter a mesma forma que no caso monovariável, o aumento da
dimensão do problema a ser resolvido tem grande impacto no tempo de processamento,
aumentando consideravelmente para um sistema multivariável com grande número de
variáveis manipuladas e controladas. Como o tempo necessário para obter a solução
do problema de otimização pode ser um limitante em uma dada aplicação prática,
discutiremos, no Capítulo 7, alguns métodos para diminuir o tempo computacional e
conseguir aplicar o MPC em processos rápidos. O próximo exemplo ilustra o cálculo do
tamanho do problema a ser resolvido.
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Exemplo 3.6

Considere o mesmo processo 2 × 2 do Exemplo 3.4, com os mesmos horizontes
de controle 𝑁𝑢,1 = 5 e 𝑁𝑢,2 = 3. A solução do problema de otimização, neste caso,
fornece um vetor de incrementos de controle dado por:

Δu =



Δ𝑢1(𝑘)
Δ𝑢1(𝑘 + 1)
Δ𝑢1(𝑘 + 2)
Δ𝑢1(𝑘 + 3)
Δ𝑢1(𝑘 + 4)
Δ𝑢2(𝑘)

Δ𝑢2(𝑘 + 1)
Δ𝑢2(𝑘 + 2)


, (3.9)

mas apenas os valores de Δ𝑢1(𝑘) e Δ𝑢2(𝑘) são usados no instante 𝑘 para calcular
𝑢1(𝑘) = 𝑢1(𝑘 − 1) +Δ𝑢1(𝑘) e 𝑢2(𝑘) = 𝑢2(𝑘 − 1) +Δ𝑢2(𝑘) para serem enviados ao
processo. Apesar disso, todos os incrementos de controle precisam ser calculados
no caso geral.

Ainda para este exemplo, podemos calcular as dimensões do problema de
otimização. A dimensão do vetor ŷ é

∑2
𝑙=1(𝑁2,𝑙 − 𝑁1,𝑙 + 1) = 20 + 10 = 30 e a do

vetor Δu é
∑2
𝑝=1 𝑁𝑢,𝑝 = 5 + 3 = 8. Assim, temos um problema com 8 variáveis de

decisão e 30 predições a serem calculadas em cada amostra.

Apresentada a forma como se obtém a lei de controle do MPC a partir do conheci-
mento do modelo compacto das predições, da função custo e das restrições, analisare-
mos, na sequência, as particularidades de cada formulação de MPC multivariável no que
diz respeito ao cálculo das predições, começando com o DMC.

3.2 DMC MULTIVARIÁVEL

Nesta seção, estudaremos aspectos relacionados com o cálculo das predições no
DMC multivariável, sempre para um processo com 𝑚 entradas de controle e 𝑛 saídas a
serem controladas.
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3.2.1 Cálculo das predições no caso estável

Considere que o sistema multivariável é estável e que não há perturbações medidas
(o caso multivariável com perturbações medidas será apresentado na Seção 3.2.2). Assim,
o modelo de malha aberta de cada saída 𝑙 é dado por

𝑦𝑙 (𝑘) =
𝑚∑︁
𝑝=1

∞∑︁
𝑖=1

𝑔𝑙, 𝑝,𝑖Δ𝑢𝑝 (𝑘 − 𝑖), (3.10)

onde Δ𝑢𝑝 é o incremento de controle associado à variável manipulada 𝑝 e 𝑔𝑙, 𝑝,𝑖 repre-
senta o 𝑖-ésimo coeficiente da resposta ao degrau que relaciona a variável manipulada 𝑝
com a saída 𝑙. Observe que, como o modelo é linear, podemos obter o modelo completo
apenas somando as respostas obtidas de forma individual para um degrau aplicado em
cada uma das entradas. Essa simplicidade do modelo usado pelo DMC é uma das suas
vantagens, pois, na prática industrial, basta realizar um ensaio de resposta ao degrau
para cada uma das entradas de controle e armazenar as repostas obtidas em todas as
saídas do processo e, depois, organizar e compor as somas.

A partir do modelo de malha aberta em (3.10), considerando condições iniciais nulas,
as predições da saída 𝑙 no tempo 𝑘 + 𝑗 podem ser calculadas da seguinte forma:

𝑦𝑙 (𝑘 + 𝑗 | 𝑘) =
𝑚∑︁
𝑝=1

∞∑︁
𝑖=1

𝑔𝑙, 𝑝,𝑖Δ𝑢𝑝 (𝑘 + 𝑗 − 𝑖) + 𝜂𝑙 (𝑘 + 𝑗 | 𝑘), (3.11)

com 𝜂𝑙 (𝑘 + 𝑗 | 𝑘) representando uma predição da perturbação não mensurável em 𝑘 + 𝑗
observada na saída 𝑙. Assim como no caso monovariável, consideramos um modelo de
perturbação constante, isto é,

𝜂𝑙 (𝑘 + 𝑗 | 𝑘) = 𝜂𝑙 (𝑘 | 𝑘) = 𝑦𝑙 (𝑘) − 𝑦𝑜𝑙 (𝑘 | 𝑘),

sendo 𝑦𝑙 (𝑘) a saída real do processo e o termo 𝑦𝑜𝑙 (𝑘 | 𝑘), calculado a partir de (3.10), é
a estimação da saída 𝑙 do sistema sem correção.

Separando as parcelas do somatório que dependem de valores futuros de Δ𝑢𝑝 , é
possível reescrever a predição como:

𝑦𝑙 (𝑘 + 𝑗 | 𝑘) =
𝑚∑︁
𝑝=1

𝑗∑︁
𝑖=1

𝑔𝑙, 𝑝,𝑖Δ𝑢𝑝 (𝑘 + 𝑗 − 𝑖)

+
𝑚∑︁
𝑝=1

∞∑︁
𝑖= 𝑗+1

𝑔𝑙, 𝑝,𝑖Δ𝑢𝑝 (𝑘 + 𝑗 − 𝑖) + 𝜂𝑙 (𝑘 | 𝑘). (3.12)
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Utilizando a definição de 𝜂𝑙 (𝑘 | 𝑘) e (3.10) para obter 𝑦𝑜𝑙 (𝑘 | 𝑘), temos

𝑦𝑙 (𝑘 + 𝑗 | 𝑘) =
𝑚∑︁
𝑝=1

𝑗∑︁
𝑖=1

𝑔𝑙, 𝑝,𝑖Δ𝑢𝑝 (𝑘 + 𝑗 − 𝑖)

+
𝑚∑︁
𝑝=1

∞∑︁
𝑖=1

(
𝑔𝑙, 𝑝, 𝑗+𝑖 − 𝑔𝑙, 𝑝,𝑖

)
Δ𝑢𝑝 (𝑘 − 𝑖) + 𝑦𝑙 (𝑘), (3.13)

ou, de forma mais compacta,

𝑦𝑙 (𝑘 + 𝑗 | 𝑘) =
𝑚∑︁
𝑝=1

𝑗∑︁
𝑖=1

𝑔𝑙, 𝑝,𝑖Δ𝑢𝑝 (𝑘 + 𝑗 − 𝑖) + 𝑓𝑙 (𝑘 + 𝑗 | 𝑘), (3.14)

onde 𝑓𝑙 (𝑘 + 𝑗 | 𝑘) é a resposta livre da saída 𝑙 do sistema, ou seja, a parte da resposta que
não depende das ações de controle futuras e que, após o truncamento dos somatórios
infinitos, é dada por:

𝑓𝑙 (𝑘 + 𝑗 | 𝑘) =
𝑚∑︁
𝑝=1

𝑁𝑠𝑠,𝑙,𝑝∑︁
𝑖=1

(
𝑔𝑙, 𝑝, 𝑗+𝑖 − 𝑔𝑙, 𝑝,𝑖

)
Δ𝑢𝑝 (𝑘 − 𝑖) + 𝑦𝑙 (𝑘). (3.15)

Note que o truncamento é possível, pois, para sistemas assintoticamente estáveis, a
resposta ao degrau de um dado par entrada-saída tende a se tornar constante após um
número suficiente de amostras 𝑁𝑠𝑠,𝑙, 𝑝 , portanto, (𝑔𝑙, 𝑝, 𝑗+𝑖 − 𝑔𝑙, 𝑝,𝑖) ≈ 0, ∀𝑖 > 𝑁𝑠𝑠,𝑙, 𝑝 .
Uma observação importante é que, no caso geral, é possível definir um horizonte de
modelo 𝑁𝑠𝑠,𝑙, 𝑝 para cada modelo de resposta ao degrau do sistema multivariável. Isso
passa a ser interessante quando se tem modelos com tempos de assentamento muito
diferentes. Assim, para os modelos com tempo de assentamento baixo, é possível
escolher valores de 𝑁𝑠𝑠,𝑙, 𝑝 menores, o que pode impactar o tamanho de algumas matrizes,
tornando mais eficiente a implementação do algoritmo. Comentaremos esse ponto com
mais detalhes ainda nesta seção, ao apresentar a forma matricial das predições.

Considerando o cálculo das predições de 1 a 𝑁2,𝑙 , as predições futuras da saída 𝑙,
dadas por (3.14), podem ser escritas de forma matricial da seguinte maneira:

ŷ𝑙 =
𝑚∑︁
𝑝=1

G𝑙, 𝑝Δu𝑝 + f𝑙, (3.16)

onde G𝑙, 𝑝 ∈ R𝑁2,𝑙×𝑁𝑢,𝑝 é a matriz de coeficientes da resposta ao degrau da entrada 𝑝
para a saída 𝑙, 𝑁2,𝑙 é o horizonte de predição da saída 𝑙, 𝑁𝑢,𝑝 é o horizonte de controle



i
i

“output” — 2025/1/7 — 14:22 — page 42 — #42 i
i

i
i

i
i

42 Controle preditivo baseado em modelo

da entrada 𝑝, e f𝑙 ∈ R𝑁2,𝑙 a resposta livre da saída 𝑙 do sistema. Esses vetores e matrizes
são dados por:

f𝑙 =


𝑓𝑙 (𝑘 + 1 | 𝑘)
𝑓𝑙 (𝑘 + 2 | 𝑘)

...

𝑓𝑙 (𝑘 + 𝑁2,𝑙 | 𝑘)


=

𝑚∑︁
𝑝=1

H𝑙, 𝑝Δu←−𝑝 + 1𝑁2,𝑙 𝑦𝑙 (𝑘), Δu←−𝑝 =


Δ𝑢𝑝 (𝑘 − 1)
Δ𝑢𝑝 (𝑘 − 2)

...

Δ𝑢𝑝 (𝑘 − 𝑁𝑠𝑠,𝑙, 𝑝)


,

H𝑙, 𝑝 =


ℎ𝑙, 𝑝,1,1 ℎ𝑙, 𝑝,1,2 · · · ℎ𝑙, 𝑝,1,𝑁𝑠𝑠,𝑙,𝑝−1 ℎ𝑙, 𝑝,1,𝑁𝑠𝑠,𝑙,𝑝

ℎ𝑙, 𝑝,2,1 ℎ𝑙, 𝑝,2,2 · · · ℎ2,𝑁𝑠𝑠,𝑙,𝑝−1 ℎ𝑙, 𝑝,2,𝑁𝑠𝑠,𝑙,𝑝

...
...

. . .
...

...

ℎ𝑙, 𝑝,𝑁2,𝑙 ,1 ℎ𝑙, 𝑝,𝑁2,𝑙 ,2 · · · ℎ𝑙, 𝑝,𝑁2,𝑙 ,𝑁𝑠𝑠,𝑙,𝑝−1 ℎ𝑙, 𝑝,𝑁2,𝑙 ,𝑁𝑠𝑠,𝑙,𝑝


,

com
ℎ𝑙, 𝑝, 𝑗,𝑖 = 𝑔𝑙, 𝑝, 𝑗+𝑖 − 𝑔𝑙, 𝑝,𝑖, 𝑗 + 𝑖 ≤ 𝑁𝑠𝑠,𝑙, 𝑝,
ℎ𝑙, 𝑝, 𝑗,𝑖 = 𝑔𝑙, 𝑝,𝑁𝑠𝑠,𝑙,𝑝

− 𝑔𝑙, 𝑝,𝑖, 𝑗 + 𝑖 > 𝑁𝑠𝑠,𝑙, 𝑝,
e

G𝑙, 𝑝 =


𝑔𝑙, 𝑝,1 0 · · · 0
𝑔𝑙, 𝑝,2 𝑔𝑙, 𝑝,1 · · · 0
...

...
...

...

𝑔𝑙, 𝑝,𝑁2,𝑙 𝑔𝑙, 𝑝,𝑁2,𝑙−1 · · · 𝑔𝑙, 𝑝,𝑁2,𝑙−𝑁𝑢,𝑝+1


.

Da mesma forma que no caso monovariável, se o horizonte inicial de predição da saída
𝑙 for maior do que um (𝑁1,𝑙 > 1), as 𝑁1,𝑙 − 1 linhas iniciais de ŷ𝑙 , G𝑙, 𝑝 e f𝑙 devem ser
removidas.

Também, como no caso monovariável, note que ℎ𝑙, 𝑝, 𝑗,𝑖 = 0 para 𝑖 = 𝑁𝑠𝑠,𝑙, 𝑝 e para
todo 𝑗 , dado que se calcula a diferença entre o 𝑔𝑙, 𝑝,𝑁𝑠𝑠,𝑙,𝑝+ 𝑗 e o 𝑔𝑙, 𝑝,𝑁𝑠𝑠,𝑙,𝑝

, que são iguais,
dado que no modelo se consideram todos os coeficientes da resposta ao degrau iguais
depois do elemento 𝑁𝑠𝑠,𝑙, 𝑝 . Assim, a última coluna da matriz H𝑙, 𝑝 será nula, como
verificaremos nos exemplos desta seção.

Combinando as predições de todas as 𝑛 saídas, dadas por (3.16), obtemos o formato
padrão de predição:

ŷ = GΔu + f , (3.17)

com f = HΔu←− + Iy(𝑘) e

G =


G1,1 · · · G1,𝑚

G2,1 · · · G1,𝑚
...

...
...

G𝑛,1 · · · G𝑛,𝑚


, f =


f1
f2
...

f𝑛


,
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H =


H1,1 · · · H1,𝑚

H2,1 · · · H1,𝑚
...

...
...

H𝑛,1 · · · H𝑛,𝑚


, Δu←− =


Δu←−1
Δu←−2
...

Δu←−𝑚


,

I =


1𝑁2,1 0 · · · 0
0 1𝑁2,2 · · · 0
...

...
. . .

...

0 0 · · · 1𝑁2,𝑛


, y(𝑘) =


𝑦1(𝑘)
𝑦2(𝑘)
...

𝑦𝑛 (𝑘)


.

Observe que a matriz H resulta do empilhamento das matrizes H𝑙, 𝑝 . Assim, para cada 𝑝, 
todas as matrizes H𝑙, 𝑝 devem ter o mesmo número de colunas, independentemente do 
𝑁𝑠𝑠,𝑙, 𝑝 escolhido. Dessa forma, para um dado 𝑝, é necessário adicionar colunas nulas 
em cada submatriz para ajustar a dimensão de todas ao maior dos 𝑁𝑠𝑠,𝑙, 𝑝 para 𝑙 = 1 . . . 𝑛. 
Já para o número de linhas, não é necessário ajustar dimensões, pois para uma dada 
saída 𝑙, todas as H𝑙, 𝑝 , 𝑝 = 1 . . . 𝑚 têm o mesmo número de linhas, igual ao horizonte de 
predição da respectiva saída.
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apresentado neste livro segue uma 
abordagem no domínio do tempo 
discreto, recorrendo a conceitos e 
ferramentas básicas da teoria de 
controle digital clássico, como  
equações a diferenças e  
transformada Z.
O livro é destinado a estudantes 
de engenharia e áreas afins que já 
possuem conhecimentos em teoria 
de controle em tempo contínuo 
e discreto aplicados a sistemas 
multivariáveis, além de noções 
básicas de controle preditivo. Ele é 
voltado tanto para estudantes de 
graduação (nas fases finais do curso) 
como para alunos de pós-graduação 
(mestrado e doutorado).

Este livro, o Volume 2 de um 
conjunto de dois volumes, apresenta 
aos estudantes de engenharia e áreas afins 
tópicos avançados de controle preditivo, com 
aplicações em sistemas multivariáveis e não lineares. 
Além disso, aborda algoritmos de otimização para a 
implementação dos controladores.

O controle preditivo é uma das metodologias de controle mais utilizadas na 
indústria de processos, sendo, depois do PID, a estratégia mais difundida e 
que proporciona maior satisfação aos usuários. Assim, esta obra adota uma 
abordagem teórico-prática, com enfoque  no desenvolvimento de teorias 
avançadas de controle preditivo e aborda aspectos de implementação, com 
estudos de caso extraídos do ambiente industrial e baseados em situações reais.
O livro explora tanto controladores preditivos lineares como alguns algoritmos não 
lineares, todos voltados para sistemas multivariáveis. Também são apresentados 
algoritmos de otimização, que permitem obter a ação de controle ótima com 
os diferentes algoritmos estudados. A obra é acompanhada por códigos dos 
controladores abordados, disponibilizados na web.
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